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Abstract 

CO2 uptake through the carbonation of industrial solid wastes represents an important technological pathway toward carbon 

neutrality, with performance jointly influenced by feedstock composition and process conditions. However, differences in data 

sources and feedstock characteristics complicate reliable prediction and limit model applicability across materials. This study 

integrated 818 CO2 uptake records covering steel slag, magnesium slag, and recycled fine powder to establish a random forest 

framework incorporating grouped cross-validation, nested feature selection, and cross-feedstock transfer comparisons. Steel-slag 

models trained on literature data, compiled experimental data, and their combination were compared using common input 

features and consistent test groups. Connected groups based on feedstock composition and known literature sources were used 

to reduce information leakage between training and test sets. Joint training using steel-slag literature and experimental data 

achieved a mean absolute error (MAE) of 6.198 and a root mean squared error (RMSE) of 8.515. Permutation importance analysis 

and nested feature selection identified particle size, carbonation time, and reaction temperature as consistently retained 

predictors, although the optimal feature combination varied across validation folds. Feature-space comparisons revealed 

differences in feedstock composition and process conditions, motivating the evaluation of multiple transfer strategies using eight 

common features. With literature-derived steel-slag data as the source domain, joint training for magnesium slag and direct 

transfer for recycled fine powder reduced group-weighted MAE, with equal weight assigned to each group, by 26.7% and 32.3%, 

respectively, relative to random forest models trained solely on target-domain data. These findings demonstrate that steel-slag 

data can support CO2 uptake prediction for other solid wastes, while transfer benefits depend on the target feedstock and training 

strategy. The proposed framework provides a methodological basis for evaluating multisource data integration, identifying 

predictive features, and assessing model transferability across solid-waste feedstocks. 
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摘要 

工业固废固碳是助力工业领域碳中和的重要技术途径，其固碳性能受原料组成与工艺条件共同影响。然而，模型对不

同原料的适用性尚不明确，限制了其跨原料应用。本研究整合 818 条固碳数据，构建随机森林预测模型，并进行分组

验证、嵌套特征筛选和跨原料迁移对比。结果表明，钢渣文献与实验汇总数据联合训练的 MAE 和 RMSE 分别为 6.198

和 8.515。粒径、碳化时间和反应温度在各轮筛选表现出预测价值。以文献钢渣为源域时，镁渣联合训练与再生微粉直

接迁移分别取得较好的预测表现，表明迁移效果随原料与策略而异。本研究为固废固碳率预测及跨原料模型迁移提供

了方法参考。 
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1．引言 

在“双碳”战略全面推进的背景下，众多高耗能行业整

着力推动低碳技术的创新与应用。在钢铁冶炼、水泥生产

及供热领域，相关研究致力于将工业固废用于制备绿色建

材、人工骨料以及高性能透水砖[1-4]。钢渣、镁渣、再生

微粉均属于富含钙镁组分的碱性工业固废，均可通过矿物

碳化实现CO2封存，同时制备低碳建材[5-7]。然而，固碳

性能难以仅依据单一组成指标或工艺参数进行判断，需要

综合考虑多种因素及其关联，以建立不同实验条件的预测

模型。 

机器学习为固碳性能的多因素预测提供了新的研究

方法。He等收集318组钢渣固碳数据，以12项材料与工艺

参数为输入，建立多层感知机、随机森林及支持向量回归

模型，并结合SHAP分析不同特征对预测结果的贡献，展

示了机器学习在钢渣固碳预测与影响因素分析中的应用

潜力[8]。Guo等进一步基于613条钢渣数据开展多模型比

较与参数优化，并将固碳预测与经济可行性分析相结合，

拓展了数据驱动方法在钢渣碳化评价中的应用[9]。在上

述研究基础上，仍有必要进一步研究：当模型输入受不同

数据来源的共同特征限制时，其预测能力如何变化；补充

实验数据能否改善模型对未参与训练的数据组的预测；以

及钢渣数据所提供的信息能否用于其他固废原料。 

除同类原料的预测外，跨原料应用也是固碳模型值得

研究的方向。迁移学习能够利用相关源域的信息辅助目标

域建模，但其收益取决于源域与目标域之间的关联程度；

当源域信息与目标任务不匹配时，引入源域数据也可能降

低预测性能，形成负迁移[10, 11]。在开展迁移之前，有必

要比较不同原料的组成分布、工艺范围及特征空间重叠情

况，并以仅使用目标域数据建立的模型为基线，在相同测

试条件下判断源域信息是否产生实际收益[12]。 

基于此，本研究整合钢渣、镁渣及再生微粉的818条

固碳数据，构建结合分组验证、可解释性分析、嵌套特征

筛选与跨原料迁移比较的随机森林预测框架。首先，以钢

渣为研究对象，比较完整特征与共同特征条件下的模型表

现，并在一致测试组条件下对比文献数据、实验汇总数据

及二者联合训练的预测效果；依据原料组成与已知文献来

源进行分组，降低关联记录跨训练集与测试集分布的风险。

其次，通过置换重要性与嵌套筛选分析特征的预测贡献及

稳定性。最后，对比不同原料的特征空间，在固定8个共

同特征的条件下，比较直接迁移、预测融合、联合训练及

相似度加权策略，并采用MAE、RMSE及组等权MAE评估

预测性能。本研究旨在明确多源数据融合的作用及钢渣模

型的跨原料适用性，为固废固碳率预测与模型迁移提供方

法依据。 

2．研究方法 

2.1．数据来源和预处理 

本研究整合文献数据[8]与实验数据，经来源核对与

去重，保留818个样本，文献与实验数据分别为317个和501

个，占38.7%和61.3%。其中，钢渣样本量551个、镁渣样

本量173个、再生微粉样本量94个。以CaO含量、MgO含

量、粒径、CO2浓度、反应时间、液固比、反应温度和CO2

分压共8个作为共同输入特征，以固碳率为预测目标，文

献钢渣数据另保留SiO2、AlO3、Fe2O3和MnO含量，用于分

析额外成分信息对性能预测的影响。 

进行标准化处理，对粒径、反应时间、液固比和CO2

分压进行对数变换，缺失值采用训练折中位数插补。依据

原料组成及已知文献来源进行分组，以组为单位进行交叉

验证，避免同一组样本同时进入训练集与测试集。 
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2.2．模型构建 

本研究采用随机森林（random forest, RF）[13]构建钢

渣相关体系的固碳预测模型。固定决策树数量设为100，

叶节点最小样本数设为3，节点分裂考虑全部输入，随机

种子固定。设置两组对照：在相同文献数据划分下比较12

与8特征模型；对8个共同特征，分别采用文献、实验及二

者合并数据训练，在相同实验测试集上评价。 

同一原料类别内，将CaO和MgO含量相同或来自同一

文献的样本作为一组，通过该关系的传递形成连通分组，

并为每个样本赋予组标识。采用四折分组交叉验证

（GroupKFold）[14]，依次留出一折进行测试，保证同组

样本不跨训练与测试集。实验数据评价进一步剔除文献训

练数据中与实验测试是同一组的记录。 

特征数量及迁移融合权重通过外层训练数据内部三

折分组交叉验证得到，以组等权平均绝对误差作为选择依

据。外层各折预测完成后，将所有留出记录的预测结果汇

总为折外预测，用于计算总体性能指标。模型性能采用平

均绝对误差（MAE）和均方根误差（RMSE）评价，计算

式如下： 

𝑀𝐴𝐸 =
1

𝑁
∑ |𝑦𝑖 − 𝑦̂𝑖|
𝑁
𝑖=1   

𝑅𝑀𝑆𝐸 = √
1

𝑁
∑ (𝑦𝑖 − 𝑦̂𝑖)

2𝑁
𝑖=1

  

式中，𝑁为折外评价记录数，𝑦𝑖和𝑦̂𝑖分别为固碳性能

的实测值和预测值。由于各组包含的样本数量不同，进一

步计算组等权MAE，以反映模型在不同组上的平均预测

误差： 

𝑀𝐴𝐸𝑔𝑟𝑜𝑢𝑝 =
1

𝐺
∑ (

1

𝑛𝑔
∑ |𝑦𝑖 − 𝑦̂𝑖|𝑖∈𝑔

𝐺
𝑔=1 )  

式中，𝐺为评价组数，𝑛𝑔为第𝑔组的记录数。误差指标

均以固碳率的百分点表示。 

2.3．可解释性分析 

为识别原料组成及工艺参数对模型预测的影响，本研

究采用置换重要性分析评价各输入特征的预测贡献[15]。

针对包含12个特征的文献钢渣模型，随机打乱待评价特征

的取值，以置换前后MAE的变化评价该特征的重要性。此

外，为评价额外成分信息的作用，在12个特征的模型基础

上，分别移除SiO2、AlO3、Fe2O3和MnO含量，在相同的数

据划分和参数下评价单特征消融结果。 

在每个外层训练集中，通过三折分组验证比较特征筛

选方案：先根据内层训练数据的置换重要性对特征排序，

再分别保留前4、6和8个特征建立RF模型，以内层验证的

组等权MAE选择特征数量。随后，在完整外层训练集上重

新排序、筛选并训练模型，在外层测试集上得到各折入选

特征及数量。 

2.4．跨原料迁移策略 

基于上述RF模型的预测结果，进一步探究钢渣固碳

数据对其他原料预测任务可迁移性，以钢渣数据为源域，

镁渣和再生微粉分别作为目标域。设置两种源域方案：一

是仅使用文献钢渣数据，二是合并文献与已有实验中的钢

渣数据。各方案均采用8个共同特征及统一RF参数，分别

开展直接预测、预测融合、联合训练和相似度加权对照。 

在迁移建模前，采用经验累积分布、目标域观测值超

出钢渣源域取值范围的比例，描述不同原料的特征分布差

异。进一步开展主成分分析（PCA）[16]。标准化参数和

PCA投影均利用钢渣数据拟合，再将其他原料映射至同一

空间。 

直接预测将源域数据训练模型直接应用于目标域。预

测融合分别构建源域模型与目标域模型，并对二者的预测

结果进行加权组合。候选权重通过目标训练数据内部的三

折分组交叉验证，以组等权MAE确定，再用完整目标训练

集建立模型。联合训练将源域数据与目标训练数据合并，

重新训练RF模型，源域和目标训练域各50%的总样本权重。 

相似度加权根据源域样本与目标训练数据的特征距

离调整源域样本的训练权重。距离计算使用CaO含量、

MgO含量、CO2浓度、反应时间和反应温度5个描述符。计

算每个源域样本至目标训练集中最近样本的距离𝑑𝑖，进一

步采用带下限的高斯核构建相似度权重： 

𝑠𝑖 = 0.1 + 0.9exp⁡(−
𝑑𝑖
2

2ℎ2
)  

式中，带宽ℎ取源域样本到目标域训练样本的非零距

离中位数，没有时取1。描述符不完整的源域样本赋予0.1

的相似度权重。相似度权重与基础样本权重相乘后，在各

来源内重新归一化，并据此重新训练源域RF模型。 

3．结果与讨论 

3.1．模型训练与性能评估 

基于预处理后的数据，对钢渣文献数据中不同特征组

合进行比较，并在相同的实验测试组上对比文献训练、实

验训练和二者联合训练的效果。各模型均采用相同参数的

RF模型，减少算法差异对结果解释的干扰。采用MAE和

RMSE评价样本整体预测误差，同时计算组等权MAE，比

较不同组之间的平均预测结果。不同特征组合的验证结果

见表1。 
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表 1 钢渣文献数据不同特征组合的预测性能。 

特征组合 MAE RMSE 组等权 MAE 

12 个特征 8.483 11.243 9.290 

8 个共同特征 9.196 11.958 10.413 

共同特征内嵌套筛选模型 8.833 11.567 10.106 

基于12个特征建立的RF模型MAE和RMSE均低于8

个共同特征模型，说明文献数据中额外提供的化学组成信

息具有一定预测价值。将输入限制为8个共同特征后，

MAE由8.483增加至9.196，RMSE由11.243增加至11.958。

结果说明，统一不同来源的数据提高了模型的适用范围，

但可能伴随有效信息损失。 

在8个共同特征内开展嵌套筛选后，MAE降低至8.833，

组等权MAE由10.413降低至10.106。结合不同外层折所选

特征数量的变化，这一结果尚不支持确定一个适用于全部

数据来源的唯一最优特征组合。 

进一步以实验汇总中的 234 条钢渣数据作为共同评价

对象，对应 23 个组，比较仅使用文献数据、文献与实验

数据联合，以及仅使用实验数据三种训练方案。各方案

使用 8 个共同特征作为模型输入，对比在相同钢渣实验

测试集上的预测性能（表 2）。 

表 2 不同训练方案的预测性能。 

训练集 MAE RMSE 组等权 MAE 

文献数据 7.079 9.327 6.822 

文献与实验数据 6.198 8.515 6.752 

实验数据 6.890 9.361 8.495 

联合训练获得了三种训练方案中最低的MAE和

RMSE，其MAE相对于仅文献数据、仅实验数据分别降低

约12.4%和10.0%。结果表明，在共同特征和相同测试组的

条件下，两类数据提供了具有互补性的预测信息。比较组

等权MAE，联合训练相对于仅文献训练的改善较小，差值

为0.070，相对于仅实验训练，差值为1.743。 

此外，预测值和实测值的对比显示（图1），高固碳

率存在低估现象。对实测固碳率不低于40%的8条记录进

行检查，三种训练方案均表现出低估，相比联合训练有所

缓解，但也未能消除这一偏差。这说明模型在高固碳率条

件下的预测能力仍需补充数据验证。 

 
图 1 不同训练集钢渣固碳率的预测结果。 

3.2．特征空间分析 

进一步，本研究从特征贡献及跨原料分布差异两个方

面开展分析。在钢渣文献的12特征模型中，折外置换重要

性表明，Al2O3、反应温度、碳化时间、粒径和液固比提供

了相对较多的预测信息。其中，打乱Al2O3后，MAE平均

增加0.924个百分点，跨折标准差为1.411个百分点；反应

温度、碳化时间、粒径和液固比对应的平均MAE增量分别

为0.533、0.315、0.306和0.282个百分点。删除Al2O3后，模

型MAE由8.483增加至9.177，与置换分析得到的结果一致。 

结果表明，Al2O3在当前文献数据中具有较高的预测

贡献，但其贡献随验证折变化较大。同样，部分特征的置

换重要性接近0或出现负值，说明模型在当前数据和其他

输入条件下未稳定利用该变量。 

共同特征的嵌套筛选结果进一步显示，四次外层验证

中分别保留8、6、4和8个特征，其中粒径、碳化时间和反

应温度均被保留。这说明上述变量在不同训练子集中具有

较一致的预测价值。考虑到特征筛选仅带来有限改善，且

不存在完全一致的精简组合，后续跨原料对比仍采用统一

的8个共同特征，以保持模型输入的一致性。 

以合并钢渣数据的取值范围作为参照，镁渣在部分变

量上与源域存在重叠，但仍有一定比例的记录超出源域范

http://www.sciencepg.com/journal/sr


Science Research http://www.sciencepg.com/journal/sr 

 

461 

围。其中，7.5%的CaO记录高于钢渣源域上限，18.5%的

粒径记录低于源域下限，27.2%的液固比记录高于源域上

限。这表明钢渣至镁渣的迁移包含一定程度的范围外预测，

不能仅依据原料均含有Ca、Mg组分就判断其完全处于相

同特征空间。 

再生微粉的组成差异更为突出。在86条具有CaO和

MgO记录的样本中，64.0%的CaO取值高于钢渣源域上限，

88.4%的MgO取值低于源域下限。结合其粒径和CO2分压

的大量缺失，可以看出，再生微粉同时存在组成分布偏移

和工艺信息不足的问题。 

为降低大量插补对空间分布展示的影响，主成分分析

仅采用CaO、MgO、CO2浓度、碳化时间和反应温度五个

共同完整字段，并在钢渣数据上确定标准化规则并建立

PCA变换。第一、第二主成分分别解释约27.0%和24.8%的

钢渣特征方差，累计解释率为51.8%。 

 

图 2 主成分分析。 

主成分结果显示，镁渣和再生微粉与钢渣分布均存在

局部重叠，同时也分布于钢渣样本相对稀疏的区域。但不

足以直接判定迁移是否有效。一方面，二维投影仅保留约

一半的源域特征方差；另一方面，该分析未纳入粒径、液

固比及CO2分压，也未包含矿物相等信息。 

3.3．跨原料迁移效果 

基于上述特征空间差异，分别采用钢渣的文献数据和

合并数据作为源域，对镁渣和再生微粉比较直接迁移、预

测加权适配、源域目标域联合训练及相似度加权四种策略。

仅使用目标域训练数据的随机森林作为基线。不同策略使

用一致的目标域外层测试组，目标域测试集不参与模型拟

合或适配参数选择。 

镁渣任务中，文献钢渣与目标域联合训练取得最低的

组等权MAE，为6.706，相对于仅目标域随机森林降低约

26.7%。合并钢渣数据联合训练也优于目标域随机森林。

说明钢渣源域数据在镁渣任务中具有可利用的预测信息。 

不同评价指标对应的最优方案并不一致。文献数据相

似度加权模型取得最低MAE，合并数据联合训练取得最

低RMSE，而文献数据联合训练的组等权MAE最低。这种

差异与目标域样本分布不均有关：镁渣两个最大的组包含

159条记录，占总记录数的91.9%，另外还有多个样本量很

小的组。样本等权MAE和RMSE更易受到大组预测表现的

影响，组等权MAE则给予各组相同权重。因此，迁移策略

的比较需要同时关注总体记录误差和跨组表现。 

相似度加权的效果也随源域构成而变化。对文献数据

进行相似度加权后，相对于直接迁移的组等权MAE减小

了0.884；而对合并数据实施相同策略后，误差反而增加了

0.516。 

表 3 不同迁移策略的预测性能。 

数据来源与策略 

镁渣 再生微粉 

MAE RMSE 组等权 MAE MAE RMSE 组等权 MAE 

仅目标域随机森林 10.415 11.990 9.153 17.274 18.925 16.437 

文献数据：直接迁移 7.016 9.193 8.908 12.138 13.446 11.129 

文献数据：预测加权适配 9.114 10.849 8.756 13.622 15.799 13.084 

http://www.sciencepg.com/journal/sr


Science Research http://www.sciencepg.com/journal/sr 

 

462 

数据来源与策略 

镁渣 再生微粉 

MAE RMSE 组等权 MAE MAE RMSE 组等权 MAE 

文献数据：联合训练 6.860 8.376 6.706 12.786 15.174 14.101 

文献数据：相似度加权 6.266 8.077 8.024 12.504 13.765 11.484 

合并数据：直接迁移 6.277 8.229 8.575 12.519 13.895 11.401 

合并数据：预测加权适配 6.878 8.564 8.752 13.890 16.004 13.237 

合并数据：联合训练 6.539 7.734 7.213 14.280 16.269 13.845 

合并数据：相似度加权 6.395 8.316 9.091 11.834 14.085 11.413 

 

再生微粉任务中，文献数据直接迁移取得最低的

RMSE和组等权MAE。其组等权MAE相对于仅目标域随

机森林降低5.309。引入目标域训练信息并未进一步改善

再生微粉预测。文献数据预测加权适配的组等权MAE增

加至13.084，相对于直接迁移的减少了1.955。合并数据联

合训练相对于直接迁移的组等权MAE增加2.444。因此，

这些适配方案虽然仍可能优于仅目标域随机森林，但相对

于直接迁移出现了性能下降。 

结合特征空间分析，再生微粉较明显的组成偏移及关

键工艺字段缺失，可能限制了目标域训练数据对模型的有

效修正。合并数据相似度加权虽然取得最低的MAE，但其

组等权MAE未优于文献数据直接迁移。因此，现阶段不能

认定增加源域记录或采用更复杂的适配方式能够稳定提

高再生微粉的预测性能。 

4．结论 

本研究基于钢渣文献与实验数据，构建了结合分组验

证、特征筛选和跨原料迁移的随机森林固碳率预测框架。

在共同特征和一致测试组条件下，联合训练的MAE和

RMSE分别为6.198和8.515。粒径、碳化时间和反应温度在

各轮筛选中均被保留，表现出较一致的预测价值，而不同

轮次的最优特征组合存在差异。跨原料分析显示，不同目

标域在组成分布、工艺范围方面存在差异，迁移效果也随

原料和训练策略变化。本研究不仅为钢渣固碳率预测与关

键特征识别提供了有效方法，也为跨原料预测模型迁移及

固废碳化工艺优化提供了方法参考。 
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